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Анотація

Ми представляємо нову модель мовних
подань під назвою BERT — Bidirectional
Encoder Representations from Transformers
(двонапрямні подання кодувальника на
основі трансформерів). На відміну від не-
щодавніх моделей мовних подань (Peters
et al., 2018a; Radford et al., 2018), BERT
призначено для попереднього навчання
(pre-training) глибоких двонапрямних по-
дань на нерозміченому тексті зі спільним
урахуванням лівого й правого контексту
на всіх шарах. Завдяки цьому попередньо
навчену BERT можна донавчити (fine-
tuning), додавши лише один вихідний шар,
і отримати найкращі на сьогодні моделі для
широкого кола завдань, зокрема відповід-
ей на запитання й мовного висновування,
без істотної перебудови архітектури під
конкретне завдання.

BERT концептуально проста й емпірично
потужна. Вона встановлює нові найкращі
результати в одинадцяти завданнях обро-
блення природної мови: оцінка GLUE ся-
гає 80.5% (абсолютне поліпшення на 7.7
відсоткового пункту), точність MultiNLI —
86.7% (поліпшення на 4.6%), тестова F1
для відповідей на запитання SQuAD v1.1—
93.2 (поліпшення на 1.5 пункту), а тестова
F1 SQuAD v2.0 — 83.1 (поліпшення на 5.1
пункту).

1 Вступ

Показано, що попереднє навчання мовної мо-
делі ефективно поліпшує розв’язання багатьох
завдань оброблення природної мови (Dai and
Le, 2015; Peters et al., 2018a; Radford et al.,
2018; Howard and Ruder, 2018). Серед них —
завдання рівня речення, зокрема висновуван-
ня природною мовою (Bowman et al., 2015;
Williams et al., 2018) і перефразування (Dolan
and Brockett, 2005), де зв’язки між речення-

ми передбачають на основі їх цілісного ана-
лізу, а також завдання рівня токена, зокрема
розпізнавання іменованих сутностей і відповіді
на запитання, де модель має формувати докла-
дний вихід на рівні токенів (Tjong Kim Sang and
De Meulder, 2003; Rajpurkar et al., 2016).
Існують дві стратегії застосування попере-

дньо навчених мовних подань до цільових зав-
дань: на основі ознак і донавчання. Підхід
на основі ознак, як-от ELMo (Peters et al.,
2018a), використовує спеціалізовані архітекту-
ри, до яких попередньо навчені подання вхо-
дять як додаткові ознаки. Підхід донавча-
ння, як-от Generative Pre-trained Transformer
(OpenAI GPT) (Radford et al., 2018), додає мі-
німум параметрів під конкретне завдання й на-
вчається на цільових завданнях простим дона-
вчанням усіх попередньо навчених параметрів.
Обидва підходи мають однакову цільову фун-
кцію попереднього навчання: вони використо-
вують однонапрямні мовні моделі для засвоєн-
ня загальних мовних подань.
Ми стверджуємо, що сучасні методи обме-

жують можливості попередньо навчених по-
дань, особливо в підходах донавчання. Голов-
не обмеження полягає в однонапрямності стан-
дартних мовних моделей, що звужує вибір ар-
хітектур для попереднього навчання. Напри-
клад, в OpenAI GPT автори застосовують ар-
хітектуру зліва направо, де кожен токен у
шарах самоуваги (self-attention) трансформе-
ра може звертатися лише до попередніх токе-
нів (Vaswani et al., 2017). Такі обмеження не-
оптимальні для завдань рівня речення й можуть
дуже зашкодити донавчанню для завдань рів-
ня токена, зокрема відповідей на запитання, де
вкрай важливо враховувати контекст з обох бо-
ків.
У цій статті ми вдосконалюємо підходи

донавчання, пропонуючи BERT: Bidirectional



Encoder Representations from Transformers.
BERT послаблює згадане обмеження однона-
прямності завдяки цілі попереднього навчання
«маскована мовна модель» (masked language
model, MLM), натхненній завданням заповне-
ння пропусків Cloze (Taylor, 1953). Маскована
мовна модель випадково маскує деякі вхідні
токени й має передбачити початковий словни-
ковий ідентифікатор замаскованого слова лише
за його контекстом. На відміну від попередньо-
го навчання мовної моделі зліва направо, ціль
MLM дає змогу поєднати в поданні лівий і
правий контексти, що дозволяє попередньо
навчати глибокий двонапрямний трансформер
(bidirectional Transformer). Окрім маскованої
мовної моделі, ми застосовуємо завдання «пе-
редбачення наступного речення» (next sentence
prediction), що спільно навчає подання пар
текстів. Внесок нашої роботи такий:

• Ми демонструємо важливість двонапрямно-
го попереднього навчання мовних подань.
На відміну від Radford et al. (2018), де попе-
редньо навчають однонапрямні мовні моде-
лі, BERT використовує масковані мовні мо-
делі для отримання глибоких двонапрямних
подань. Це відрізняється й від Peters et al.
(2018a), де неглибоко конкатенують незале-
жно навчені моделі зліва направо та справа
наліво.

• Ми показуємо, що попередньо навчені пода-
ння зменшують потребу в численних скла-
дно спроєктованих архітектурах під конкре-
тні завдання. BERT — перша модель подань
на основі донавчання, яка досягає найкращої
якості на великому наборі завдань рівня ре-
чення та токена, перевершуючи багато спе-
ціалізованих архітектур.

• BERT встановлює нові найкращі результати
в одинадцяти завданнях NLP. Код і попе-
редньо навчені моделі доступні за адресою
https://github.com/google-research/
bert.

2 Пов’язані роботи

Попереднє навчання загальних мовних подань
має довгу історію; у цьому розділі ми коротко
оглядаємо найпоширеніші підходи.

2.1 Некеровані підходи на основі ознак

Навчання широко застосовних подань слів
активно досліджують протягом десятиліть,
зокрема ненейронними (Brown et al., 1992;
Ando and Zhang, 2005; Blitzer et al., 2006) і ней-
ронними (Mikolov et al., 2013; Pennington et al.,
2014) методами. Попередньо навчені вектор-
ні вкладення слів є невіддільною частиною
сучасних систем NLP і суттєво перевершу-
ють вкладення, навчені з нуля (Turian et al.,
2010). Для попереднього навчання векторів
слів застосовували цілі мовного моделювання
зліва направо (Mnih and Hinton, 2009), а також
розрізнення правильних і неправильних слів
у лівому та правому контексті (Mikolov et al.,
2013).

Ці підходи узагальнили на більші одиниці,
зокрема вкладення речень (Kiros et al., 2015;
Logeswaran and Lee, 2018) і абзаців (Le and
Mikolov, 2014). Для навчання подань речень
попередні роботи ранжували кандидати насту-
пних речень (Jernite et al., 2017; Logeswaran
and Lee, 2018), генерували слова наступного ре-
чення зліва направо за поданням попередньо-
го (Kiros et al., 2015) або використовували цілі,
похідні від знешумлювальних автокодувальни-
ків (Hill et al., 2016).

ELMo та її попередник (Peters et al., 2017,
2018a) узагальнюють традиційні дослідження
вкладень слів в іншому напрямі. Вони видо-
бувають контекстно залежні ознаки з мовних
моделей зліва направо й справа наліво. Кон-
текстне подання (contextual representation) ко-
жного токена — це конкатенація подань обох
напрямів. Інтегруючи контекстні вкладення
слів у наявні спеціалізовані архітектури, ELMo
поліпшує найкращі результати на кількох про-
відних тестах NLP (Peters et al., 2018a), зокре-
ма відповідей на запитання (Rajpurkar et al.,
2016), аналізу тональності (Socher et al., 2013)
і розпізнавання іменованих сутностей (Tjong
Kim Sang and De Meulder, 2003). Melamud et al.
(2016) запропонували навчати контекстні пода-
ння через передбачення одного слова за лівим
і правим контекстами за допомогою LSTM. Як
і ELMo, їхня модель базується на ознаках і не
є глибоко двонапрямною. Fedus et al. (2018) по-
казують, що заповнення пропусків може підви-
щити стійкість моделей генерування тексту.

https://github.com/google-research/bert
https://github.com/google-research/bert
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Рисунок 1: Загальні процедури попереднього навчання й донавчання BERT. Окрім вихідних шарів, на обох
етапах використовують однакові архітектури. Ті самі попередньо навчені параметри ініціалізують моде-
лі для різних цільових завдань. Під час донавчання налаштовують усі параметри. [CLS] — спеціальний
символ на початку кожного вхідного прикладу, а [SEP] — спеціальний токен-роздільник (наприклад, між
запитаннями й відповідями).

2.2 Некеровані підходи донавчання

Як і підходи на основі ознак, перші роботи
цього напряму попередньо навчали лише па-
раметри вкладень слів на нерозміченому текс-
ті (Collobert and Weston, 2008).
Нещодавно кодувальники речень або доку-

ментів, які створюють контекстні подання то-
кенів, почали попередньо навчати на нерозмі-
ченому тексті, а потім донавчати для керовано-
го цільового завдання (Dai and Le, 2015; Howard
and Ruder, 2018; Radford et al., 2018). Перева-
га таких підходів — мала кількість параметрів,
які треба навчати з нуля. Принаймні частко-
во завдяки цьому OpenAI GPT (Radford et al.,
2018) досягла тодішніх найкращих результа-
тів у багатьох завданнях рівня речення тесту
GLUE (Wang et al., 2018a). Для попередньо-
го навчання таких моделей застосовували мов-
не моделювання зліва направо й цілі автоко-
дувальника (Howard and Ruder, 2018; Radford
et al., 2018; Dai and Le, 2015).

2.3 Перенесення навчання з розмічених
даних

Інші роботи показали ефективне перенесен-
ня з керованих завдань із великими набора-
ми даних, зокрема висновування природною
мовою (Conneau et al., 2017) і машинного пе-
рекладу (McCann et al., 2017). Дослідження
комп’ютерного зору також продемонструва-
ли важливість перенесення навчання (transfer

learning) з великих попередньо навчених моде-
лей: ефективний рецепт — донавчати моделі,
попередньо навчені на ImageNet (Deng et al.,
2009; Yosinski et al., 2014).

3 BERT

У цьому розділі ми представляємо BERT і по-
дробиці її реалізації. Наш підхід має два етапи:
попереднє навчання та донавчання. Під час по-
переднього навчання модель навчається на не-
розмічених даних для різних навчальних зав-
дань. Для донавчання BERT спочатку ініціалі-
зують попередньо навченими параметрами, а
потім усі параметри налаштовують на розмі-
чених даних цільових завдань. Кожне цільове
завдання має окремі донавчені моделі, хоча їх
ініціалізують тими самими параметрами. При-
клад відповідей на запитання на рисунку 1 слу-
гуватиме наскрізним прикладом цього розділу.
Відмітна риса BERT — єдина архітектура

для різних завдань. Відмінності між попере-
дньо навченою архітектурою й остаточною ар-
хітектурою цільового завдання мінімальні.

Архітектура моделі Архітектура BERT —
багатошаровий двонапрямний кодувальник
Transformer, що спирається на початкову реа-
лізацію з Vaswani et al. (2017), опубліковану в
бібліотеці tensor2tensor.1 Оскільки транс-
формери стали поширеними, а наша реалізація

1https://github.com/tensorflow/tensor2tensor



майже ідентична початковій, ми опускаємо ви-
черпний опис архітектури й відсилаємо читача
до Vaswani et al. (2017) та чудових посібників,
зокрема «The Annotated Transformer».2

У цій роботі кількість шарів (тобто блоків
Transformer) позначаємоL, розмір прихованого
подання —H , кількість голів самоуваги — A.3
Переважно наводимо результати для двох роз-
мірів моделей: BERTBASE (L=12, H=768, A=12,
усього параметрів=110M) і BERTLARGE (L=24,
H=1024, A=16, усього параметрів=340M).
Для порівняння розмір BERTBASE обрано та-

ким самим, як в OpenAI GPT. Проте принципо-
во, що трансформер BERT використовує дво-
напрямну самоувагу, а трансформер GPT —
обмежену: кожен токен звертається лише до
контексту ліворуч.4

Подання входу й виходу Щоб BERT могла
розв’язувати різні цільові завдання, наше вхі-
дне подання однозначно представляє як окре-
ме речення, так і пару речень (наприклад, ⟨
запитання, відповідь ⟩) в одній послідовності
токенів. У цій роботі «речення» може бути
довільним неперервним фрагментом тексту, а
не справжнім лінгвістичним реченням. «Послі-
довність» — це вхідна послідовність токенів
BERT, яка може містити одне речення або два,
упаковані разом.
Ми використовуємо вкладення

WordPiece (Wu et al., 2016) зі словником із
30,000 токенів. Перший токен кожної послі-
довності — завжди спеціальний класифікацій-
ний токен ([CLS]). Його кінцевий прихований
стан використовується як сукупне подання
послідовності для класифікації. Пари речень
упаковують в одну послідовність. Речення
розрізняють двома способами. По-перше, їх
розділяють спеціальним токеном ([SEP]). По-
друге, до кожного токена додають навчене
вкладення, що вказує його належність до рече-
ння A чи B. Як на рисунку 1, вхідне вкладення
позначаємо E, кінцевий прихований вектор
спеціального токена [CLS] — C ∈ RH , а кін-
цевий прихований вектор ith вхідного токена

2http://nlp.seas.harvard.edu/2018/04/03/attention.html
3В усіх випадках розмір прямого поширення/фільтра

становить 4H , тобто 3072 для H = 768 і 4096 для H =
1024.

4У літературі двонапрямний трансформер часто на-
зивають «кодувальником Transformer», а версію лише
з лівим контекстом — «декодувальником Transformer»,
оскільки вона придатна для генерування тексту.

— Ti ∈ RH .
Вхідне подання токена утворюють додаван-

ням відповідних вкладень токена, сегмента й
позиції. Цю побудову візуалізовано на рисун-
ку 2.

3.1 Попереднє навчання BERT

На відміну від Peters et al. (2018a) і Radford et al.
(2018), ми не застосовуємо традиційні мовні
моделі зліва направо чи справа наліво для по-
переднього навчання BERT. Натомість викори-
стовуємо два некеровані завдання, описані да-
лі. Цей етап показано ліворуч на рисунку 1.

Завдання #1: маскована LM Інтуїтивно,
глибока двонапрямна модель має бути строго
потужнішою за модель зліва направо чи негли-
боку конкатенацію моделей обох напрямів. На
жаль, стандартні умовні мовні моделі можна
навчати лише зліва направо або справа налі-
во: двонапрямне обумовлення дозволило б ко-
жному слову непрямо «бачити себе», і в багато-
шаровому контексті модель могла б тривіально
передбачати цільове слово.
Щоб навчити глибоке двонапрямне подан-

ня, ми просто випадково маскуємо певну час-
тку вхідних токенів і передбачаємо замаскова-
ні токени. Цю процедуру називаємо «маскова-
ною LM» (MLM), хоча в літературі її часто на-
зивають завданнямCloze (Taylor, 1953). Кінцеві
приховані вектори маскованих токенів подають
на вихідну softmax над словником, як у стан-
дартній LM. В усіх експериментах випадково
маскуємо 15% токенів WordPiece кожної послі-
довності. На відміну від знешумлювальних ав-
токодувальників (Vincent et al., 2008), ми перед-
бачаємо лише замасковані слова, а не віднов-
люємо весь вхід.
Хоча це дає змогу отримати двонапрямну по-

передньо навчену модель, виникає невідповід-
ність між попереднім навчанням і донавчан-
ням, адже токен [MASK] не трапляється під час
донавчання. Щоб її послабити, ми не завжди
замінюємо «замасковані» слова власне токеном
[MASK]. Генератор навчальних даних випадко-
во обирає для передбачення 15% позицій токе-
нів. Якщо обрано i-й токен, i-й токен заміню-
ють (1) на [MASK] у 80% випадків, (2) на ви-
падковий токен у 10%, (3) залишають i-й токен
незмінним у 10%. Далі Ti використовують для
передбачення початкового токена з втратою пе-
рехресної ентропії. Варіанти процедури порів-
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Рисунок 2: Вхідне подання BERT. Вхідні вкладення — сума вкладень токенів, сегментів і позицій.

нюємо в додатку C.2.

Завдання #2: передбачення наступного ре-
чення (NSP) Багато важливих цільових зав-
дань, як-от відповіді на запитання (QA) і ви-
сновування природною мовою (NLI), ґрунтую-
ться на розумінні зв’язку між двома речення-
ми, чого мовне моделювання безпосередньо не
охоплює. Для навчання такого розуміння по-
передньо навчаємо модель бінарному завдан-
ню передбачення наступного речення, яке лег-
ко утворити з будь-якого одномовного корпусу.
Обираючи речення A і B для прикладу, у 50%
випадків беремо за B справжнє наступне рече-
ння після A (мітка IsNext), а в інших 50% —
випадкове речення корпусу (мітка NotNext). Як
показано на рисунку 1, для NSP використову-
ють C.5 Попри простоту, у розділі 5.1 показує-
мо значну користь такого попереднього навча-
ння і для QA, і для NLI.6 Завдання NSP близьке
до цілей навчання подань у Jernite et al. (2017) і
Logeswaran and Lee (2018). Проте в попередніх
роботах до цільових завдань переносять ли-
ше вкладення речень, тоді як BERT переносить
усі параметри для ініціалізації моделі кінце-
вого завдання. Дані попереднього навчання

Процедура загалом відповідає наявним робо-
там про попереднє навчання мовних моделей.
Використовуємо корпуси BooksCorpus (800M
слів) (Zhu et al., 2015) і англійську Вікіпедію
(2,500M слів). З Вікіпедії видобуваємо лише
текстові фрагменти, ігноруючи списки, таблиці
й заголовки. Для отримання довгих неперерв-
них послідовностей критично потрібен корпус
рівня документів, а не перемішаних речень, як-
от Billion Word Benchmark (Chelba et al., 2013).

5Остаточна модель досягає точності NSP 97%-98%.
6Без донавчання вектор C не є змістовним поданням

речення, оскільки його навчали для NSP.

3.2 Донавчання BERT

Донавчання просте: механізм самоуваги
Transformer дає змогу BERT моделювати чи-
сленні цільові завдання, для одного тексту або
пар текстів, замінивши відповідні входи й вихо-
ди. Для пар текстів часто спочатку незалежно
кодують кожен текст, а потім застосовують
двонапрямну перехресну увагу, як у Parikh
et al. (2016); Seo et al. (2017). BERT натомість
об’єднує ці етапи механізмом самоуваги: коду-
вання конкатенованої пари фактично містить
двонапрямну перехресну увагу між реченнями.
Для кожного завдання ми просто

під’єднуємо спеціалізовані входи й виходи
до BERT та наскрізно донавчаємо всі пара-
метри. На вході речення A і B з попереднього
навчання відповідають (1) парам речень у пе-
рефразуванні, (2) парам гіпотеза-передумова
в завданні логічного слідування, (3) парам
запитання-фрагмент у відповідях на запитання
та (4) виродженій парі текст-∅ в класифікації
тексту чи розмічуванні послідовності. На вихо-
ді подання токенів подають у вихідний шар для
завдань рівня токена, зокрема розмічування чи
відповідей на запитання, а подання [CLS]— у
шар класифікації, зокрема логічного слідуван-
ня чи тональності.
Порівняно з попереднім навчанням донавча-

ння відносно дешеве. Усі результати статті мо-
жна відтворити щонайбільше за 1 годину на
одному Cloud TPU або за кілька годин на GPU,
починаючи з тієї самої попередньо навченої
моделі.7 Особливості кожного завдання описа-
но у відповідних підрозділах розділу 4. Дода-
ткові подробиці наведено в додатку A.5.

7Наприклад, модель BERT для SQuAD можна навчити
приблизно за 30 хвилин на одному Cloud TPU й отримати
F1 91.0% на валідаційній вибірці.

8Див. (10) на https://gluebenchmark.com/faq.

https://gluebenchmark.com/faq


Система MNLI-(m/mm) QQP QNLI SST-2 CoLA STS-B MRPC RTE Середнє
392k 363k 108k 67k 8.5k 5.7k 3.5k 2.5k -

SOTA до OpenAI 80.6/80.1 66.1 82.3 93.2 35.0 81.0 86.0 61.7 74.0
BiLSTM+ELMo+Attn 76.4/76.1 64.8 79.8 90.4 36.0 73.3 84.9 56.8 71.0
OpenAI GPT 82.1/81.4 70.3 87.4 91.3 45.4 80.0 82.3 56.0 75.1
BERTBASE 84.6/83.4 71.2 90.5 93.5 52.1 85.8 88.9 66.4 79.6
BERTLARGE 86.7/85.9 72.1 92.7 94.9 60.5 86.5 89.3 70.1 82.1

Таблиця 1: Тестові результати GLUE за оцінкою сервера (https://gluebenchmark.com/leaderboard). Чи-
сло під назвою завдання — кількість навчальних прикладів. Стовпець «Середнє» дещо відрізняється від
офіційної оцінки GLUE, оскільки виключено проблемний набір WNLI.8 BERT і OpenAI GPT використову-
ють одну модель для одного завдання. Для QQP і MRPC подано F1, для STS-B — кореляцію Спірмена, для
решти завдань — точність. Системи з BERT як компонентом виключено.

4 Експерименти

У цьому розділі подаємо результати донавчан-
ня BERT для 11 завдань NLP.

4.1 GLUE

Тест General Language Understanding Evaluation
(GLUE) (Wang et al., 2018a) — набір різнома-
нітних завдань розуміння природної мови. До-
кладний опис його наборів даних наведено в
додатку B.1.
Для донавчання на GLUE представляємо вхі-

дну послідовність (одне речення чи пару) як у
розділі 3 і використовуємо кінцевий прихова-
ний вектор C ∈ RH першого вхідного токе-
на ([CLS]) як сукупне подання. Єдині нові па-
раметри донавчання — ваги класифікаційного
шаруW ∈ RK×H , деK — кількість міток. Об-
числюємо стандартну класифікаційну втрату за
C іW , тобто log(softmax(CW T )).
Для всіх завдань GLUE використовуємо па-

кети розміру 32 й донавчаємо протягом 3 епох.
Для кожного завдання обираємо найкращий
темп навчання (серед 5e-5, 4e-5, 3e-5 і 2e-5)
на валідаційній вибірці. Крім того, донавчання
BERTLARGE іноді нестабільне на малих наборах
даних, тому робимо кілька випадкових переза-
пусків і обираємо найкращу модель за валідаці-
єю. За перезапусків беремо ту саму попередньо
навчену контрольну точку, але інакше перемі-
шуємо дані й ініціалізуємо класифікатор.9

Результати наведено в таблиці 1. І BERTBASE,
і BERTLARGE суттєво перевершують усі систе-
ми в усіх завданнях, поліпшуючи попередню
найкращу середню точність відповідно на 4.5%

9GLUE не поширює тестових міток; ми подали лише
по одному результату BERTBASE і BERTLARGE на сервер
оцінювання GLUE.

і 7.0%. Зазначимо, що архітектури BERTBASE і
OpenAI GPT майже ідентичні, окрім маскува-
ння уваги. На найбільшому й найчастіше зві-
тованому завданні GLUE, MNLI, BERT дає аб-
солютне поліпшення точності на 4.6%. В офі-
ційному рейтингу GLUE10 BERTLARGE отри-
мує 80.5 проти 72.8 у OpenAI GPT на момент
написання.
BERTLARGE значно перевершує BERTBASE в

усіх завданнях, особливо з дуже малими на-
вчальними вибірками. Вплив розміру моделі
докладніше вивчаємо в розділі 5.2.

4.2 SQuAD v1.1

Stanford Question Answering Dataset (SQuAD
v1.1) містить 100k пар запитання/відповідь, зі-
браних краудсорсингом (Rajpurkar et al., 2016).
За запитанням і фрагментом Вікіпедії, що мі-
стить відповідь, потрібно передбачити тексто-
вий відрізок відповіді у фрагменті.
Як показано на рисунку 1, вхідне запитання

й фрагмент представляємо однією упакованою
послідовністю: запитання використовує вкла-
дення A, а фрагмент — B. Під час донавчання
додаємо лише вектор початку S ∈ RH і вектор
кінця E ∈ RH . Імовірність, що слово i починає
відповідь, обчислюємо скалярним добутком Ti

і S із подальшою softmax над усіма словами
абзацу: Pi =

eS·Ti∑
j e

S·Tj . Аналогічна формула дає

кінець відповіді. Оцінка кандидата від позиції
i до j дорівнює S·Ti + E·Tj ; передбаченням є
відрізок із найбільшою оцінкою за умови j ≥ i.
Ціль навчання — сума логарифмів правдопо-
дібності правильних позицій початку й кінця.
Донавчаємо протягом 3 епох із темпом 5e-5 та
пакетами розміру 32.

10https://gluebenchmark.com/leaderboard

https://gluebenchmark.com/leaderboard


Система Валід. Тест
EM F1 EM F1

Лідери рейтингу (10 грудня 2018)
Людина - - 82.3 91.2
#1 Ансамбль - nlnet - - 86.0 91.7
#2 Ансамбль - QANet - - 84.5 90.5

Опубліковані
BiDAF+ELMo (Окрема) - 85.6 - 85.8
R.M. Reader (Ансамбль) 81.2 87.9 82.3 88.5

Наші
BERTBASE (Окрема) 80.8 88.5 - -
BERTLARGE (Окрема) 84.1 90.9 - -
BERTLARGE (Ансамбль) 85.8 91.8 - -
BERTLARGE (Окр.+TriviaQA) 84.2 91.1 85.1 91.8
BERTLARGE (Анс.+TriviaQA) 86.2 92.2 87.4 93.2

Таблиця 2: Результати SQuAD 1.1. Ансамбль BERT
містить 7 систем із різними контрольними точками
попереднього навчання та початковими станами ге-
нератора випадкових чисел для донавчання.

Система Валід. Тест
EM F1 EM F1

Лідери рейтингу (10 грудня 2018)
Людина 86.3 89.0 86.9 89.5
#1 Окрема - MIR-MRC (F-Net) - - 74.8 78.0
#2 Окрема - nlnet - - 74.2 77.1

Опубліковані
unet (Ансамбль) - - 71.4 74.9
SLQA+ (Окрема) - 71.4 74.4

Наші
BERTLARGE (Окрема) 78.7 81.9 80.0 83.1

Таблиця 3: Результати SQuAD 2.0. Системи з BERT
як компонентом виключено.

Таблиця 2 показує провідні записи рейтин-
гу та найкращі опубліковані системи (Seo et al.,
2017; Clark and Gardner, 2018; Peters et al.,
2018a; Hu et al., 2018). Найкращі системи рей-
тингу SQuAD не мають актуальних публічних
описів11 і можуть навчатися на будь-яких від-
критих даних. Тому застосовуємо помірне роз-
ширення даних: спочатку донавчаємо систему
на TriviaQA (Joshi et al., 2017), а потім — на
SQuAD.
Наша найкраща система перевершує лідера

рейтингу на +1.5 F1 в ансамблі та +1.3 F1 як
окрема модель. Фактично одна модель BERT
перевершує найкращий ансамбль за F1. Без до-
навчання на TriviaQA втрачаємо лише 0.1-0.4
F1 і все одно значно випереджаємо всі наявні

11QANet описано в Yu et al. (2018), але після публікації
систему суттєво вдосконалили.

системи.12

4.3 SQuAD v2.0

Завдання SQuAD 2.0 розширює SQuAD 1.1: у
наданому абзаці може не бути короткої відпо-
віді, що робить постановку реалістичнішою.
Ми просто розширюємо BERT для SQuAD

v1.1. Запитання без відповіді трактуємо як та-
кі, де відрізок відповіді починається й закінчує-
ться на токені [CLS]. Простір імовірностей по-
зицій початку й кінця розширюємо позицією
[CLS]. Під час передбачення порівнюємо оцін-
ку відсутності відповіді snull = S·C + E·C
з оцінкою найкращого непорожнього відрізка
ˆsi,j = maxj≥iS·Ti + E·Tj . Передбачаємо непо-
рожню відповідь, коли ˆsi,j > snull+τ , де поріг
τ обираємо на валідаційній вибірці для макси-
мізації F1. Для цієї моделі не використовували
TriviaQA. Донавчали протягом 2 епох із темпом
5e-5 та пакетами розміру 48.
Порівняння з попередніми лідерами рей-

тингу й найкращими опублікованими робота-
ми (Sun et al., 2018; Wang et al., 2018b) подано
в таблиці 3; системи з BERT як компонентом
виключено. Отримано поліпшення +5.1 F1 від-
носно попередньої найкращої системи.

4.4 SWAG

Набір Situations With Adversarial Generations
(SWAG) містить 113k прикладів доповнення
пар речень, що перевіряють висновування на
основі здорового глузду (Zellers et al., 2018). За
заданим реченням потрібно обрати найправдо-
подібніше продовження з чотирьох варіантів.
Донавчаючись на SWAG, будуємо чотири

вхідні послідовності, кожна з яких є конкате-
нацією заданого речення (A) й можливого про-
довження (B). Єдиний доданий спеціалізований
параметр — вектор, скалярний добуток якого з
поданням C токена [CLS] дає оцінку кожного
варіанта; оцінки нормалізують шаром softmax.
Донавчаємо модель протягом 3 епох із тем-

пом 2e-5 і пакетами розміру 16. Результати
наведено в таблиці 4. BERTLARGE перевер-
шує базову авторську систему ESIM+ELMo на
+27.1%, а OpenAI GPT — на 8.3%.

12Ми використали абзаци TriviaQA-Wiki з перших 400
токенів документів, які містять принаймні одну з поданих
можливих відповідей.



Система Валід. Тест

ESIM+GloVe 51.9 52.7
ESIM+ELMo 59.1 59.2
OpenAI GPT - 78.0

BERTBASE 81.6 -
BERTLARGE 86.6 86.3

Людина (експерт)† - 85.0
Людина (5 анотацій)† - 88.0

Таблиця 4: Точність SWAG на валідації й тесті.
†Якість людини виміряно на 100 прикладах, як за-
значено в статті про SWAG.

5 Абляційні дослідження

У цьому розділі вилучаємо окремі компоненти
BERT, щоб краще зрозуміти їхню відносну ва-
жливість. Додаткові абляційні дослідження по-
дано в додатку C.

5.1 Вплив завдань попереднього навчання

Важливість глибокої двонапрямності BERT де-
монструємо, оцінюючи дві цілі попереднього
навчання з тими самими даними, схемою дона-
вчання й гіперпараметрами, що й BERTBASE:

Без NSP: двонапрямна модель, навчена як «ма-
скована LM» (MLM), але без «передбачення на-
ступного речення» (NSP).
LTR & без NSP: модель лише з лівим контекс-
том, навчена як стандартна LM зліва направо
(LTR), а неMLM.Обмеження лівим контекстом
зберігаємо й під час донавчання: його зняття
створювало невідповідність між етапами, яка
погіршувала цільові результати. Модель також
попередньо навчали без NSP. Вона безпосере-
дньо порівнянна з OpenAI GPT, але використо-
вує наш більший набір даних, наше вхідне по-
дання й схему донавчання.
Спочатку досліджуємо вплив NSP. У табли-

ці 5 показуємо, що вилучення NSP суттєво по-
гіршує QNLI, MNLI й SQuAD 1.1. Далі оцінює-
мо навчання двонапрямних подань, порівнюю-
чи «Без NSP» з «LTR & без NSP». Модель LTR
поступається MLM в усіх завданнях, особливо
на MRPC і SQuAD.
Для SQuAD інтуїтивно зрозуміло, що LTR

погано передбачатиме токени: їхні приховані
стани не мають правого контексту. Щоб сум-
лінно спробувати посилити LTR, ми додали
зверху випадково ініціалізовану BiLSTM. Це
суттєво поліпшує SQuAD, проте результати все

Валідація
Завдання MNLI-m QNLI MRPC SST-2 SQuAD

(точн.) (точн.) (точн.) (точн.) (F1)

BERTBASE 84.4 88.4 86.7 92.7 88.5
Без NSP 83.9 84.9 86.5 92.6 87.9
LTR & без NSP 82.1 84.3 77.5 92.1 77.8
+ BiLSTM 82.1 84.1 75.7 91.6 84.9

Таблиця 5: Абляція завдань попереднього навчан-
ня з архітектурою BERTBASE. «Без NSP» навчається
без передбачення наступного речення. «LTR & без
NSP» — як LM зліва направо без NSP, подібно до
OpenAI GPT. «+ BiLSTM» додає випадково ініціа-
лізовану BiLSTM над «LTR + без NSP» під час до-
навчання.

одно набагато гірші, ніж у попередньо навче-
них двонапрямних моделей. Для завдань GLUE
BiLSTM шкодить.
Можна також навчити окремі моделі LTR і

RTL та представляти токен конкатенацією їхніх
подань, як ELMo. Проте: (a) це вдвічі дорож-
че за одну двонапрямну модель; (b) це непри-
родно для QA, адже RTL не може обумовити
відповідь запитанням; (c) це строго менш поту-
жно, ніж глибока двонапрямна модель, яка мо-
же враховувати лівий і правий контексти на ко-
жному шарі.

5.2 Вплив розміру моделі

Досліджуємо вплив розміру моделі на точність
після донавчання. Ми навчили низку моделей
BERT із різними кількостями шарів, прихова-
них одиниць і голів уваги; решта гіперпараме-
трів і процедура навчання відповідають описа-
ним раніше.
Результати для вибраних завдань GLUE на-

ведено в таблиці 6. Подаємо середню точність
валідації за 5 випадковими перезапусками до-
навчання. Більші моделі послідовно поліпшу-
ють точність на всіх чотирьох наборах, навіть
на MRPC із лише 3,600 розміченими прикла-
дами, що істотно відрізняється від завдань по-
переднього навчання. Дещо несподівано, що
такі великі поліпшення можливі для моделей,
які вже досить великі порівняно з літературою.
Наприклад, найбільший Transformer у Vaswani
et al. (2017) має (L=6, H=1024, A=16) і 100M па-
раметрів кодувальника, а найбільший знайде-
ний у літературі — (L=64, H=512, A=2) і 235M
параметрів (Al-Rfou et al., 2018). Натомість
BERTBASE має 110M параметрів, а BERTLARGE
— 340M.



Давно відомо, що збільшення моделі ста-
більно поліпшує великомасштабні завдання,
як-от машинний переклад і мовне моделюва-
ння; це показує й перплексія LM на відкладе-
них навчальних даних у таблиці 6. Проте, на
нашу думку, це перша робота, яка переконли-
во демонструє: масштабування до надзвичай-
но великих моделей суттєво поліпшує й дуже
малі завдання, якщо модель достатньо попере-
дньо навчена. Peters et al. (2018b) отримали нео-
днозначні результати впливу збільшення попе-
редньо навченої bi-LM з двох до чотирьох ша-
рів; Melamud et al. (2016) побіжно зазначили,
що збільшення прихованої розмірності з 200 до
600 допомогло, а до 1,000 — уже ні. Обидві ро-
боти використовували підхід на основі ознак.
Ми припускаємо, що пряме донавчання на ці-
льових завданнях із дуже малою кількістю до-
даткових випадково ініціалізованих параметрів
дає змогу спеціалізованим моделям скориста-
тися більшими й виразнішими поданнями на-
віть за дуже малих цільових даних.

5.3 Підхід на основі ознак із BERT

Усі наведені досі результати BERT використо-
вували донавчання: до попередньо навченої мо-
делі додають простий класифікатор і спільно
донавчають усі параметри на цільовому зав-
данні. Однак підхід на основі ознак, де з мо-
делі видобувають незмінні ознаки, має перева-
ги. По-перше, не всі завдання легко предста-
вити кодувальником Transformer, тому потрі-
бна додаткова спеціалізована архітектура. По-
друге, обчислювально вигідно один раз попе-
редньо обчислити дороге подання навчальних
даних, а потім проводити багато експериментів
із дешевшими моделями поверх нього.
Ми порівнюємо ці підходи на завданні розпі-

Гіперпарам. Точність валідації

#L #H #A LM (ppl) MNLI-m MRPC SST-2

3 768 12 5.84 77.9 79.8 88.4
6 768 3 5.24 80.6 82.2 90.7
6 768 12 4.68 81.9 84.8 91.3
12 768 12 3.99 84.4 86.7 92.9
12 1024 16 3.54 85.7 86.9 93.3
24 1024 16 3.23 86.6 87.8 93.7

Таблиця 6: Абляція розміру BERT. #L — кількість
шарів; #H—прихована розмірність; #A—кількість
голів уваги. «LM (ppl)» — перплексія маскованої
LM на відкладених навчальних даних.

Система Валід. F1 Тест F1

ELMo (Peters et al., 2018a) 95.7 92.2
CVT (Clark et al., 2018) - 92.6
CSE (Akbik et al., 2018) - 93.1

Донавчання
BERTLARGE 96.6 92.8
BERTBASE 96.4 92.4

На основі ознак (BERTBASE)
Вкладення 91.0 -
Передостанній прихований 95.6 -
Останній прихований 94.9 -
Зважена сума останніх чотирьох шарів 95.9 -
Конкатенація останніх чотирьох шарів 96.1 -
Зважена сума всіх 12 шарів 95.5 -

Таблиця 7: Результати розпізнавання іменованих
сутностей CoNLL-2003. Гіперпараметри обрано на
валідації. Оцінки валідації й тесту усереднено за
5 випадковими перезапусками з цими гіперпараме-
трами.

знавання іменованих сутностей (NER) CoNLL-
2003 (Tjong Kim Sang and DeMeulder, 2003). На
вході BERT використовуємо WordPiece зі збе-
реженням регістру й максимальний доступний
контекст документа. За стандартною практи-
кою формулюємо це як розмічування, але без
вихідного шару CRF. Вхід класифікатора токе-
нів за набором міток NER — подання першого
підтокена.
Для абляції донавчання застосовуємо підхід

на основі ознак: видобуваємо активації одного
чи кількох шарів без налаштування параметрів
BERT. Ці контекстні вкладення подаємо на ви-
падково ініціалізовану двошарову 768-вимірну
BiLSTM перед класифікатором.
Результати наведено в таблиці 7. BERTLARGE

конкурентна з найкращими методами. Найкра-
щий варіант конкатенує подання токенів із чо-
тирьох верхніх прихованих шарів попередньо
навченого Transformer й відстає від донавчання
всієї моделі лише на 0.3 F1. Це демонструє ефе-
ктивність BERT і для донавчання, і для підходів
на основі ознак.

6 Висновок

Нещодавні емпіричні поліпшення завдяки пе-
ренесенню навчання з мовних моделей показа-
ли, що насичене некероване попереднє навчан-
ня — невіддільна частина багатьох систем ро-
зуміння мови. Зокрема, навіть завдання з ма-
лими ресурсами можуть скористатися глибо-
кими однонапрямними архітектурами. Наш го-
ловний внесок — узагальнення цих висновків



на глибокі двонапрямні архітектури, завдяки
чому одна попередньо навчена модель успішно
розв’язує широке коло завдань NLP.
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Додаток до «BERT: попереднє навчання
глибоких двонапрямних трансформерів

для розуміння мови»
Додаток складається з трьох розділів:

• Додаткові подробиці реалізації BERT по-
дано в додатку A;

• Додаткові подробиці експериментів — у
додатку B;

• Додаткові абляційні дослідження — у до-
датку C.

Ці дослідження BERT охоплюють:

– Вплив кількості кроків навчання;
– Абляцію різних процедур маскуван-
ня.

A Додаткові відомості про BERT

A.1 Ілюстрація завдань попереднього
навчання

Нижче наводимо приклади завдань попере-
днього навчання.

Маскована LM і процедура маскування
Нехай нерозмічене речення— my dog is hairy,
а випадкове маскування обрало 4-й токен
(hairy). Тоді процедура має такий вигляд:

• У 80% випадків: замінити слово на
[MASK], наприклад, my dog is hairy →
my dog is [MASK].

• У 10% випадків: замінити слово випад-
ковим, наприклад, my dog is hairy → my

dog is apple.

• У 10% випадків: залишити слово не-
змінним, наприклад, my dog is hairy →
my dog is hairy. Це зміщує подання до
справді спостережуваного слова.

Перевага процедури — кодувальник
Transformer не знає, які слова треба буде пе-
редбачити чи які замінено випадковими, тому
мусить підтримувати розподільне контекстне
подання кожного вхідного токена. До того
ж випадкова заміна зачіпає лише 1.5% усіх
токенів (10% від 15%), тож, схоже, не шкодить
розумінню мови. У розділі C.2 оцінюємо вплив
цієї процедури.
На відміну від стандартного навчання мовної

моделі, маскована LM передбачає лише 15%
токенів пакета, тож для збіжності може знадо-
битися більше кроків попереднього навчання.
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Рисунок 3: Відмінності архітектур попереднього навчання. BERT використовує двонапрямний Transformer.
OpenAI GPT—Transformer зліва направо. ELMo конкатенує незалежно навчені LSTM зліва направо й спра-
ва наліво, утворюючи ознаки для цільових завдань. Із трьох моделей лише подання BERT спільно обумов-
лені лівим і правим контекстами на всіх шарах. Крім архітектурних відмінностей, BERT і OpenAI GPT
використовують донавчання, а ELMo — підхід на основі ознак.

У розділі C.1 показуємо, що MLM справді збі-
гається дещо повільніше за модель зліва напра-
во, яка передбачає кожен токен, проте емпіри-
чний виграш MLM набагато переважає дода-
ткові витрати навчання.

Передбачення наступного речення Завдан-
ня передбачення наступного речення ілюстру-
ють такі приклади.

Вхід = [CLS] the man went to [MASK] store [SEP]

he bought a gallon [MASK] milk [SEP]

Мітка = IsNext

Вхід = [CLS] the man [MASK] to the store [SEP]

penguin [MASK] are flight ##less birds [SEP]

Мітка = NotNext

A.2 Процедура попереднього навчання
Щоб утворити вхідну навчальну послідовність,
вибираємо з корпусу два фрагменти тексту, які
називаємо «реченнями», хоча зазвичай вони
значно довші за одне речення (але можуть бу-
ти й коротшими). Перший отримує вкладення
A, другий — B. У 50% випадків B справді йде
після A, а у 50% є випадковим реченням —
для завдання передбачення наступного речен-
ня. Сумарна довжина становить ≤ 512 токенів.
Маскування LM застосовуємо після токеніза-
ції WordPiece з однаковою часткою маскування
15%, не виділяючи частини слів окремо.
Навчаємо з пакетами по 256 послідовностей

(256 послідовностей * 512 токенів = 128,000 то-
кенів/пакет) протягом 1,000,000 кроків, що ста-
новить приблизно 40 епох над корпусом із 3.3
мільярда слів. Використовуємо Adam із тем-
пом 1e-4, β1 = 0.9, β2 = 0.999, L2-згасанням

ваг 0.01, розігрівом темпу протягом перших
10,000 кроків і його лінійним спаданням. Імо-
вірність проріджування на всіх шарах — 0.1.
Услід за OpenAI GPT використовуємо актива-
цію gelu (Hendrycks and Gimpel, 2016) замість
стандартної relu. Втрата — сума середньої
правдоподібності маскованої LM і середньої
правдоподібності передбачення наступного ре-
чення.
BERTBASE навчали на 4 Cloud TPU в конфігу-

рації Pod (усього 16 чипів TPU).13 BERTLARGE
навчали на 16 Cloud TPU (усього 64 чипи). Ко-
жне попереднє навчання тривало 4 дні.
Довші послідовності непропорційно дорогі,

адже вартість уваги квадратична за довжиною.
Для прискорення в експериментах попередньо
навчаємо модель на довжині 128 протягом 90%
кроків. Решту 10% навчаємо на довжині 512,
щоб засвоїти позиційні вкладення.

A.3 Процедура донавчання
Більшість гіперпараметрів донавчання такі са-
мі, як у попередньому навчанні, крім розміру
пакета, темпу й кількості епох. Імовірність про-
ріджування завжди 0.1. Оптимальні значення
залежать від завдання, але такі діапазони добре
працюють для всіх завдань:

• Розмір пакета: 16, 32
• Темп навчання (Adam): 5e-5, 3e-5, 2e-5
• Кількість епох: 2, 3, 4

Великі набори (наприклад, 100k+ розміче-
них прикладів) значно менш чутливі до вибо-
ру гіперпараметрів, ніж малі. Донавчання за-

13https://cloudplatform.googleblog.com/2018/06/Cloud-
TPU-now-offers-preemptible-pricing-and-global-
availability.html



звичай дуже швидке, тому доцільно повністю
перебрати наведені значення й обрати найкра-
щу модель за валідацією.

A.4 Порівняння BERT, ELMo та OpenAI
GPT

Тут досліджуємо відмінності нещодавніх по-
пулярних моделей навчання подань: ELMo,
OpenAI GPT і BERT. Їхні архітектури наочно
порівняно на рисунку 3. Зазначимо, що, крім
відмінностей архітектури, BERT і OpenAI GPT
використовують донавчання, а ELMo — підхід
на основі ознак.
Найближчий до BERT наявний метод по-

переднього навчання — OpenAI GPT, що на-
вчає LM Transformer зліва направо на велико-
му текстовому корпусі. Чимало рішень BERT
навмисно зроблено максимально близькими до
GPT, щоб порівняння мало мінімум сторонніх
відмінностей. Головна теза роботи: двонапрям-
ність і два завдання попереднього навчання з
розділу 3.1 пояснюють більшість емпіричних
поліпшень. Водночас є й інші відмінності на-
вчання BERT і GPT:

• GPT навчали на BooksCorpus (800M слів);
BERT—наBooksCorpus (800M) і Вікіпедії
(2,500M).

• GPT вводить роздільник речень ([SEP])
і класифікаційний токен ([CLS]) лише
під час донавчання; BERT навчає [SEP],
[CLS] і вкладення речень A/B під час по-
переднього навчання.

• GPT навчали 1M кроків із пакетами по
32,000 слів; BERT — 1M кроків із пакета-
ми по 128,000 слів.

• GPT використовувала темп 5e-5 для всіх
експериментів донавчання; BERT обирає
для завдання найкращий темп за валіда-
ційною вибіркою.

Щоб відокремити вплив цих відмінностей,
проводимо абляційні експерименти в розді-
лі 5.1. Вони показують, що більшість полі-
пшень справді походить від двох завдань попе-
реднього навчання й двонапрямності, яку вони
забезпечують.

A.5 Ілюстрації донавчання для різних
завдань

Донавчання BERT для різних завдань показано
на рисунку 4. Спеціалізовані моделі утворюємо
з BERT та одного додаткового вихідного шару,
тож з нуля треба навчити мінімум параметрів.
Завдання (a) і (b) мають рівень послідовності,
а (c) і (d) — токена. На рисунку E — вхідне
вкладення, Ti — контекстне подання токена i,
[CLS] — спеціальний символ виходу класифі-
кації, а [SEP] — спеціальний роздільник несу-
міжних послідовностей токенів.

B Докладна постановка
експериментів

B.1 Докладний опис експериментів GLUE

Наші результати GLUE в таблиці 1 взя-
то з https://gluebenchmark.com/
leaderboard і https://blog.openai.com/
language-unsupervised. GLUE охоплює
наведені нижче набори даних; їхній опис спо-
чатку узагальнено в Wang et al. (2018a).

MNLI Multi-Genre Natural Language Inference
— масштабне краудсорсингове завдання кла-
сифікації логічного слідування (Williams et al.,
2018). Для пари речень потрібно передбачити,
чи друге випливає з першого, суперечить йому
або є нейтральним щодо нього.

QQP Quora Question Pairs — бінарна класи-
фікація: визначити, чи є два запитання на Quora
семантично еквівалентними (Chen et al., 2018).

QNLI Question Natural Language Inference
— версія Stanford Question Answering
Dataset (Rajpurkar et al., 2016), перетворена
на бінарну класифікацію (Wang et al., 2018a).
Позитивні приклади—пари (запитання, речен-
ня), що містять правильну відповідь; негативні
— пари з того самого абзацу, які відповіді не
містять.

SST-2 Stanford Sentiment Treebank — бінарна
класифікація окремих речень із кінорецензій,
тональність яких розмічена людьми (Socher
et al., 2013).

CoLA Corpus of Linguistic Acceptability —
бінарна класифікація окремих речень: перед-
бачити, чи є англійське речення лінгвістично
«прийнятним» (Warstadt et al., 2018).

https://gluebenchmark.com/leaderboard
https://gluebenchmark.com/leaderboard
https://blog.openai.com/language-unsupervised
https://blog.openai.com/language-unsupervised
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Рисунок 4: Ілюстрації донавчання BERT для різних завдань.

STS-B Semantic Textual Similarity Benchmark
— набір пар речень із новинних заголовків та
інших джерел (Cer et al., 2017). Їм надано оцін-
ки від 1 до 5, що позначають семантичну поді-
бність двох речень.

MRPC Microsoft Research Paraphrase Corpus
містить автоматично видобуті з інтернет-новин
пари речень із людською розміткою їхньої се-
мантичної еквівалентності (Dolan and Brockett,
2005).

RTE Recognizing Textual Entailment — бінар-
не завдання логічного слідування, подібне до
MNLI, але зі значно меншими навчальними да-
ними (Bentivogli et al., 2009).14

14Уцій статті наводимо лише результати донавчання на
одному завданні. Багатозадачне донавчання потенційно
може поліпшити їх ще більше. Наприклад, спільне навча-
ння з MNLI істотно поліпшувало наші результати RTE.

WNLI Winograd NLI — малий набір для ви-
сновування природною мовою (Levesque et al.,
2011). На сайті GLUE зазначено проблеми йо-
го побудови,15 і кожна навчена система, пода-
на до GLUE, показала точність нижчу за базові
65.1, що їх дає передбачення класу більшості.
Тому для справедливого порівняння з OpenAI
GPT ми виключаємо цей набір. У нашій заявці
GLUE завжди передбачали клас більшості.

C Додаткові абляційні дослідження

C.1 Вплив кількості кроків навчання
Рисунок 5 показує точність MNLI на валідації
після донавчання контрольної точки, попере-
дньо навченої протягом k кроків. Це дає змогу
відповісти на такі запитання:

1. Запитання: чи BERT справді потребує
такого обсягу попереднього навчання

15https://gluebenchmark.com/faq

https://gluebenchmark.com/faq


(128,000 слів/пакет * 1,000,000 кроків) для
високої точності донавчання?
Відповідь: так, BERTBASE отримує майже
1.0% додаткової точності MNLI після 1M
кроків проти 500k.

2. Запитання: чи попереднє навчання MLM
збігається повільніше за LTR, адже перед-
бачає лише 15% слів пакета, а не кожне?
Відповідь: MLM справді збігається тро-
хи повільніше за LTR. Проте за абсолю-
тною точністю MLM починає перевершу-
вати LTR майже відразу.

C.2 Абляція різних процедур маскування

У розділі 3.1 зазначено, що під час попередньо-
го навчання за ціллю MLM BERT застосовує
змішану стратегію маскування цільових токе-
нів. Нижче досліджуємо вплив різних страте-
гій.
Мета цих стратегій — зменшити невідповід-

ність між попереднім навчанням і донавчан-
ням, адже символ [MASK] ніколи не трапляє-
ться на другому етапі. Наводимо валідаційні
результати MNLI й NER. Для NER подаємо і
донавчання, і підхід на основі ознак: очікуємо,
що в останньому невідповідність посилиться,
бо модель не зможе скоригувати подання.
Результати наведено в таблиці 8. Позначення

Маска означає заміну цільового токена симво-
лом [MASK] для MLM; Той самий — збереже-
ння токена; Випадк. — заміну іншим випадко-
вим токеном.
Числа ліворуч у таблиці — імовірності

конкретних стратегій попереднього навчання
MLM (BERT використовує 80%, 10%, 10%).
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Рисунок 5: Абляція кількості кроків навчання. По-
казано точність MNLI після донавчання параметрів
моделі, попередньо навчених протягом k кроків.
Вісь x — значення k.

Частки маскування Валідаційні результати

Маска Той самий Випадк. MNLI NER
Донавч. Донавч. Ознаки

80% 10% 10% 84.2 95.4 94.9
100% 0% 0% 84.3 94.9 94.0
80% 0% 20% 84.1 95.2 94.6
80% 20% 0% 84.4 95.2 94.7
0% 20% 80% 83.7 94.8 94.6
0% 0% 100% 83.6 94.9 94.6

Таблиця 8: Абляція різних стратегій маскування.

Праворуч подано валідаційні результати. Для
підходу на основі ознак конкатенуємо останні
4 шари BERT як ознаки: це найкращий підхід у
розділі 5.3.
Донавчання виявилося напрочуд стійким до

різних стратегій маскування. Проте, як і очі-
кувалося, лише стратегія Маска створила про-
блеми в NER на основі ознак. Цікаво, що ли-
ше стратегія Випадк. також значно поступає-
ться нашій.


